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ERFASSUNG VON AGGLOMERATIONS- UND
VERDICHTUNGSPROZESSEN MIT TECHNIKEN
DES URBAN DATA MINING

Martin Behnisch, Karlsruhe und Alfred Ultsch, Marburg

Kurzfassung

Durch den Fortschritt in der Informationstechnologie und das immer rapide-
re Anwachsen der Datenmengen steigen die Anforderungen an Systeme, die
Wissen aus Daten extrahieren und darstellen. Urbanes Data Mining wird als
Methodik zur Problemltsung verstanden, um logische oder mathematische,
zum Teil komplexe Beschreibungen von Mustern und RegelmiBigkeiten in
Datensitzen mit Geobezug zu entdecken und Wissen aus Daten zu erzeugen.
Die Techniken des Urban Data Mining werden an einem gewihiten Untersu-
chungsszenario in ihrer Anwendung vorgestellt. Das Szenario bezieht sich
auf die Erfassung und Strukturierung von bereits erfolgten Agglomerations-
und Verdichtungsprozessen in Deutschland. Ausgewihite raumstrukturelle
KenngroBen werden hierzu einer Einzeluntersuchung unterzogen und auf
thre Eignung zur Klassenbildung geprift. Angestrebt wird eine sachlich-
rdumliche Differenzierung des deutschen Gemeindesystems.
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1. EINFUHRUNG

Durch den Fortschritt in der Informationstechnologie und das immer rapide-
re Anwachsen von Datenmengen sind im letzten Jahrzehnt die Anforderun-
gen an Systeme gestiegen, die Wissen aus Daten extrahieren und abbilden.
In der Zukunft werden Daten und Informationen zwar erwartungsgemaB im
Uberfluss verfiigbar sein, jedoch wird die Einbindung in Erfahrungszusam-
menhange, durch welche erst Wissen geschaffen wird, deutlich schwieriger.

Data Mining trigt unterstiitzend zum automatischen Erzeugen und Priifen
von Hypothesen bei. Zahlreiche Methoden des Data Mining basieren auf
statistischen Verfahren'®. Der Unterschied zur explorativen Statistik besteht
darin, dass die Entdeckung von neuen bzw. verborgenen Zusammenhingen
in Daten und die anschlieBende Wissensgenerierung besondere Beriicksich-
tigung findet'’. Eingesetzt werden hierzu Verfahren der Wissensentdeckung
(Knowledge Discovery), die (natiirlich-) sprachliche Darstellungen von Wis-
sen aus Datensammlungen ermoglichen.

Die Raum- und Stadtstruktur bietet als Forschungsgegen-stand fiir verschie-
dene wissenschaftliche Disziplinen interessante Arbeitsfelder, wobei gerade
in jtingster Zeit der Erkenntnisgewinn durch transdisziplindre Ansitze un-
terstiitzt wird. Es handelt sich um problemorientierte und von den Diszipli-
nen unabhingige, sowohl praxis- als auch theoriebasierte Arbeitsweisen, die
auf einer freien Wahl der Methodenanwendung und -entwicklung beruhen.'®

2. PROBLEMSTELLUNG

Im Spannungsfeld einer geeigneten raumstrukturellen Abgrenzung zur Er-
fassung von Agglomerations- und Verdichtungsprozesse sei auf die soge-
nannte BOUSTEDT'®-Systematik verwiesen, die ausgehend von den in den
USA definierten Standard Metropolitan Areas (SMA) Anfang der funfziger
Jahre erarbeitet wurde. Das Modell ist fiir Planungszwecke und als Instru-
ment zur Beobachtung des Agglomerationsprozesses bereits 1953 entwi-

¥ FAYYAD et al. (1996), siche auch HAND / MANILA (2001)

Y ULTSCH (2000)

¥ JAEGER et al. (1998)

¥ Vgl. BOUSTEDT (1953), BOUSTEDT (1975 a), BOUSTEDT (1975 b)
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ckelt und 1971 nochmals an Lebens- und Arbeitsverhiltnisse angepasst wor-
den.

In diesem Ansatz wurde die Berufspendlerquote dazu verwendet, die Ein-
zugsbereiche der Kemnstidte zu bestimmen. Im Vergleich zu dem in den
USA entwickelten Modell mit einem Kernstadtkreis und einem Umland-
kreis, wird das Umland der Kemstadte weiter differenziert, um auf diese
Weise landlich geprigte Bereiche von Vorstadten und Subzentren trennen zu
konnen. Die Gliederung erfolgt in drei Zonen: Ergdnzungsgebiet, verstidter-
te Zone und Randzone.

Die Differenzierung basierte urspriinglich auf der Bevilkerungsdichte, je-
doch wurde diese im weiteren Verlauf durch die Einwohner- und Arbeits-
platzdichte (EAD) als exaktere MessgroBle ersetzt. Die engere Randzone
wurde durch die Pendlerquote in das Kernstadtgebiet definiert. Die weitere

Randzone wurde anhand des Anteilswertes der landwirtschaftlichen Berufs-

tatigkeit vom Umland abgegrenzt, wobei der Schwellenwert von 50 % nicht
Uberschritten werden durfte. Als MindestgroBe zur Definition einer Agglo-
meration wurde eine Einwohnerzahl von 80.000 festgelegt.

Im Jahr 2000 wurden sogenannte BIK-Regionen® fiir das wiedervereinigte
Deutschland im Anschluss an eine bereits erneut erfolgte BOUSTEDT-
Revision aus dem Jahr 1987 aufgebaut. Die Gemeinden werden hier tber ein
zielgerichtetes Pendlerverhalten analytisch an die Zentren angebunden, so
dass eine fast flichendeckende Struktur von Verflechtungsgebieten unter-
schiedlicher GroBe definiert werden kann. Berechnet wird die Pendlerquote,
indem die Zielpendlerquote auf eine gemeinsame Kernstadt gemessen wird
(Entscheidungskriterium: Mindestens 7 % der Wohnbevélkerung pendeln als
sozialversicherungspflichtig Beschaftigte in diese Kernstadt). Die Gemein-
den in einer BIK-Region werden mit einer Vier-Klassen-Systematik anhand
der Einwohner- und Arbeitsplatzdichte zusitzlich gegliedert: Kembereich,
Verdichtungsbereich, Ubergangsbereich, Peripherer Bereich. Die BIK-

20

Der Begriff BIX-Regionen (BIK Aschpurwis+Behrens GmbH) ist aus den Stadiregionen mach
BOUSTEDT entstanden. Auf der Basis der Volkszahhung von 1987 wurde fiir die alten Bundeslin-
der eine Aktualisierung des Ansatzes aus dem Jahr 1970 erarbeitet. Durch die Wiedervereinigung
wurde eine erste methodische Anpassung crforderlich, und im Jahr 2000 sind dic BIK-Stadtregionen
fir  ganz  Dewtschland  gemecindescharf  nochmals iberarbeitet  worden. Vg,
BEHRENS / MARHENKE [1997, S. 165-186]

N

Gesellschaft fir Regionalforschung 91 Seminarbericht 49 (2006)

Regionen sind beispielsweise in der Umfragenforschung ein gebrauchliches
Instrument, um auf dieser Grundlage weitere Ausweljtungen durchzuﬁlhreq.

Die Anwendung der Techniken des Urban Data Mining erfolgt vor dem Hin-
tergrund der zuvor geschilderten Untersuchungsansatze. Den Ausgangspunkt
bilden die im Jahr 2003 ausgewiesenen Oberzgntren (Zentrale-Ort?-
Konzept). Die Oberzentren dienen zur Festleggng eines Bezugspunktes in
einem noch zu definierenden Verflechtungsgebiet. Dazu vxerden raumstruk-
turelle Untersuchungsvariablen verwendet und auf ihre Exgmmg zur Klas-
senbildung geprift. Die Klassenbildung und Wissenskonversion werden

beschrieben.

Tabelle 1: Ubersicht zu 6 raumstrukturellen Kenngrofien
Messgrifie Messvorschrift Einheit
(1) Verstadterung™ Anieil Sicdlungs- und Verkehrsfiache an Katasterfliche [%]
(2) Nutzungsproportion™ Anteil Gebiude- und Freifldche an Sicdlungs- und %4
Verkehrsflache
(3) Konzentration™ Einwohner und Arbeitsplitze je kin* Gebénde- und [?eri(j)];n::n
’ Freiffiche je ket
(4) Entdichiung™ Antcil Ein- / Zweifamilicnhiuser am Wohnbaubestand {%l]
afti isparitat” i i i ichu hiifligten [dimen-
il sdisparitat®® Quoticnt von somalvcrsxchcmngspﬂwhug Bc§c '
() Boschifigungslisp am Arbeitsort und sozialversicherungspflichtig Be- sionslos]
schiftigten am Wohnort*100
(6) Exrcichbarkeit’ Fahrzeit zum nichsten Oberzentrum (PKW) [Minuten}

Quelle: Bundesamt fiir Bauwesen und Raumordnung (BBR)

3. DATEN

Um Aussagen iiber die Raumstruktur zu treffen,{ st eine rﬁmlich—
differenzierte Betrachtung anzustreben. Die Problematik besyeht dgrxq, Qass
mit zunehmender raumlicher Auflosung das Datenangebot eigenstdndig im-

' Vgl ARLT ctal. (2001,5.5) ]
2 Vgl. Laufende Raumbeobachtungen, BBR (2006). Flichenerhebung nach Art der tatsichlichen

Nutzun,
= Vg;l. ST/EACK (1995, S. 128), SIEDENTOP et al. (2005, S. 77), BEHRENS / MARHENKE (1997)

Vgl SIEDENTOP ct al. (2005, S. 76) 2005.5. 79

B ygl. SIEDENTOP et al. (2003, S. 102) und ,S. ‘ '

» Ef ist darauf hinzuwecisen, dass es sich um verbandsgemcindebezogene Daten handelt, so dass cmle
gewisse Unschérfe bei diesen Daten vorliegt (siche BECHER (1995, $.117), SIEDENTOP et al.

(2005, S. 81)).
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mer schwieriger in groem Umfang beschaffbar wird. Unter dem Aspekt der
Erfassung und Strukturierung von Agglomerations- und Verdichtungseigen-
schaften, werden sechs noch leicht zugingliche raumstrukturelle Kenngro-
flen herangezogen. Diese sind in Tabelle 1 durch die Messvorschrift charak-
terisiert und beziehen sich auf die Gesamtmenge der 12430 Gemeinden in
Deutschland im Gebietsstand 2004,

4. METHODIK

Der Begriff des ,Urban Data Mining™®’ charakterisiert die Erarbeitung einer
fiir den urbanen Kontext entwickelten Methodik, die dazu dient, logische
oder mathematische und zum Teil komplexe Beschreibungen von Mustern
und RegelmaBigkeiten in Datensttzen zu entdecken sowic daraus Erkenn-
tnisse abzuleiten und zu bewerten.”® Wesentliche Verfahrensschritte sind die
Dateninspektion, die Strukturerkennung, die Strukturbildung, die Struktur-
prufung, die Operationalisierung und die Wissenskonversion. Beschrieben
wird ein zyklischer Prozess (Abbildung 1), so dass schrittweise gewonnene
Erkenntnisse validiert und als Eingangsstufe der Folgeschritte verwendet
werden.

Der zyklische Prozess des ,Urban Data Mining’ beriicksichtigt die Anwen-
dung von geeigneten Methoden auf einen Datenbestand mit dem Ziel der
Wissensentdeckung. Der Unterschied zur Statistik besteht darin, dass zu
Beginn nur Daten gegeben sind, es ist kein Modell vorhanden, und die Hy-
pothesen werden noch gesucht. Aufgabe des Data Mining ist die Entdeckung
von neuen und / oder verborgenen Zusammenhingen in Daten. Ausgehend
von einer Menge von Zahlen wird eine Darstellung von bislang unbekannten
Sachverhalten in méglichst natiirlichsprachiger Form angestrebt. Wissen
wird aus Datensammlungen extrahiert. Die Darstellung des gewonnenen
Wissens soll zugleich auch maschinell verarbeitbar sein. In der Regel ge-

Der Begriff des Urban Data Mining wurde vom Autor definiert. Das Ziel besteht darin, auf der Basis
von Beobachtungen bzw. von Messergebnissen, den Ubergang von Daten zu Wissen zu entwickeln
und dadurch fiir den Menschen verwertbare Wissenszusammenhinge zu erzeugen. Es wird auf be-
reits allgemein anerkannte Methoden des Data Mining zuriickgegriffen und zusitzlich der Finsatz
von tiblichen GI-Werkzeugen zur Verarbeitung von Geoinformationen (Spatial Mining, Geocompu-
tation) beriicksichtigt. Fin wesentliches Kennzeichen empirisch-analytischer Theorien ist die empi-
rische Testbarkeit.

* BEHNISCH (2007 a)
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schieht die maschinelle Verarbeitung in Form von wissensbasierten Syste-
29 5
men”.

Abbildung 1: Zyklischer Prozess im ,Urban Data Mining®

Vali- 7 .
. T
dicrong /' /»

Dateningpektion

Strukturerkennung

Stotwiische
. Aul
V

b hereitung

i, - r
el o Experten

Q‘{i‘e‘I’lé: In Anlehnung an Ultsch (2006)

STREICH™ definiert: ,,Wissen ist die intellektuelle Vernetzung von Infor-
mations-,atomen’ bzw. Einzeltatsachen zu komplexen Kenntnisstrukturen
auf der Grundlage von Erfahrungstatbestinden und / oder Lemvorgingen
von Einzelsubjekten oder Gruppen. Informationen bestehen aus sinnvoll
strukturierten Daten, Daten wiederum sind die ,atomaren’ Bausteine fiir
Informationen.

WILKE® setzt bei der Wissensarbeit voraus,: ,,[...] dass das relevante Wis-
sen (1) kontinuierlich revidiert, (2) permanent als verbesserungsfihig ange-
sehen, (3) prinzipiell nicht als Wahrheit, sondem als Ressource betrachtet
wird und (4) untrennbar mit Nichtwissen gekoppelt ist, so dass mit Wissens-
arbeit spezifische Risiken verbunden sind.*

» Vgl ALTENKRUGER / BUTTNER (1992)

* Vgl STREICH (2005, S. 17 fT.)

' Vgl WILKE (1998, S. 161-177), siche auch SCHLEGEL, F.: | Je mehr man schon weiB, je mehr hat
man noch zu lemnen. Mit dem Wissen nimmt das Nichtwissen in gleichem Grade #u, oder vielmehr
das Wisscn des Nichtwissens
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Um den Grundvoraussetzungen tblicher Data Mining Methoden zu entspre-
chen, ist zu Beginn eine umfassende Dateninspektion einschlieBlich Vor-
verarbeitung erforderlich.

ULTSCH™ verweist darauf, dass oftmals Verfahren im Data Mining die
behandelten Variablen als normal verteilt bzw. einen dhnlichen Verteilungs-
verlauf voraussetzen, so dass die Variablenvorbehandlung eine wichtige
Rolle einnimmt.

Die Dateninspektion beginnt mit der Durchsicht der Objektdaten jeder ein-
zelnen Variablen, indem man sich einen Uberblick von Anzahl, Art, Werte-
bereichen und insbesondere der Verteilung verschafft. Da die Verteilung der
Variablen ublicherweise nicht vorab bekannt ist, besteht die Aufgabe darin,
eine Hypothese iiber eine empirisch beobachtete Variable zu gewinnen. Ge-
eignet ist die Visualisierung dazugehoriger Sachverhalte, die neben Lage-
und StreuungsmafBen® Variablenbeschreibungen erginzen (z.B. Histogram-
me, Box-Plots, Quantil/Quantil-Plots (QQ-Plots), Pareto Density Estimati-
on™, Modellierung mit GauB-Mixturen).

Abbildung 2: QQ-Plots zur Messgrofie ,Verstidterung*
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4

Vgl ULTSCH (2006), siche zusiitzlich auch bei ERB (1990, S. 57 )

¥ Vgl HARTUNG (2005, S. 31 ff. und S. 40 ff))

Vgl ULTSCH (2001, 2003): Der PDE-Plot beriicksichtigt das Pareto Gesetz (80/20-Regel) und
sogenannie Pareto-Kugeln. Es handelt sich um empirische Schitzung der Dichte von Daten anhand
der informationsoptimalen Menge.

—
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QQ-Plots dienen dazu, eine vorgelegte Verteilung grafisch mit einer stan-
dardisierten Verteilung, z.B. Normalverteilung oder Gleichverteilung, zu
vergleichen. Bilden die so entstandenen Punkte annihernd eine Gerade, so
kann davon ausgegangen werden, dass die beiden Verteilungen gleich sind.
Werden Abweichungen von Standardnormalverteilungen festgestellt, so gilt
es moglicherweise entsprechende Umformungen (Transformationen) festzu-
legen, mit denen die Daten in eine bekannte Verteilung transformiert werden
konnen. Die sogenannte ,ladder of power* ist eine Auflistung fiir die GroBe

(power) des Exponenten p zu y = x?. Im Umkehrschluss kann aus dieser
Transformation auf die empirische Verteilung geschlossen werden.

Im Folgenden wird fiir die Messgrofe , Verstidterung® eine Verteilungsun-
tersuchung beispielhaft umgesetzt. Abbildung 2 zeigt die QQ-Plots fur diese
MessgroBe. Es werden die Quantile der Variable auf der Y-Achse aufgetra-
gen. Damit ist an dieser Achse das Ablesen des Wertebereichs moglich.

Abbildung 3: PDE-Plot der Messgrofe ,LogVerstidterung*

LogVerstidterung

durchgezogen=PDE, gestrichelt = N(2.4, 0.49)

Variable
Quelle: Eigene Bearbeitung

Der QQ-Plot der AusgangsgroBe zeigt einen konkaven Bogen, wobei dies
auf eine nichtnormale, , schiefe* Verteilung hindeutet. Um eine schiefe Ver-
teilung dennoch charakterisieren zu kounen, kann eine nichtlineare Trans-
formation angewendet werden. Eine Transformation auf annahernde Nor-
malverteilung kann bei dieser Variablen durch Logarithmieren erreicht wer-

¥ Vgl HARTUNG (2005, S. 833)
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den.'ln Teilbereichen folgen die logarithmierten Daten gemil der rechten
Abbildung einer Geraden, doch sind zus4tzliche Unebenheiten vorhanden.

Abbildung 4: GMM und dazugehoriger QQ-Plot (,LogVerstidterung‘)
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Die Verteilungsuntersuchung der Messgrofe Verstadterung® wird ergiinzt
durch den PDE-Plot. Es handelt sich um einen Kemdichteschatzer, der die
Wahrscheinlichkeitsdichte schitzt. Abbildung 3 zeigt, dass die PDE der lo-
garithmierten empirischen Messwerte (durchgezogene Kurve) und der Nor-
malverteilung (gestrichelte Kurve) sich anndhern, jedoch keine deutliche
Uberdeckung vorhanden ist.

Die Priifung auf Log-Normalverteilung hat ergeben, dass fiir die Variable
,Verstidterung’ eine komplexere Modellierung sinnvoll wiire. Eine genauere
Approximation ist mit einer Gauflschen Mischverteilung (GMM) méglich.
Die Verteilungsdichte eines Variablenvektors x idsst sich meistens nur un-
genau mit Hilfe einer einzelnen Normal- bzw. GauBverteilung beschreiben.
Zur Schitzung der Parameter eines GMMs ist der Expectation-Maximization
(EM) -Algorithmus einsetzbar'®. So gefundene Losungen sind besonders von
den Initialisierungsparametern abhdngig, so dass die Ergebnisse mehrfach zu
berechnen sind. Als Gltekriterium eignet sich die Pareto Dichte-
Schitzung’’.

Gemifl Abbildung 4 lasst sich die gegebene Verteilung mit zwei Gaul-
Mixturen gut modellieren. Durch den Schnittpunkt der Kurvenverldufe der
einzelnen GauBverteilungen (Modus) wird die sogenannte Bayes’sche Ent-
scheidungsgrenze gebildet. Diese liegt hier ber 20% (sieche Log(3.1)) und
dient dazu, die Objekte aufgrund der Variablenausprigungen in zwei Klas-
sen einzuteilen. Der QQ-Plot des aufgesteliten GMMs folgt deutlich einer
Geraden.

Ist die Beschreibung von einzelnen Variablen erfolgt, beginnt nachfolgend
die Untersuchung der Datens#tze auf Zusammenhinge bzw. Abhidngigkeiten
zwischen zwel oder mehreren Variablen. Es wird gepriift, ob redundante
Information in den Datenséitzen existiert und Hinweise auf die Struktur des
Datensatzes bzw. des Grundproblems zu erkennen sind. Hierzu sind einer-
seits visuelle Methoden wie Streu-Diagramme (Scatter-Plots) und anderer-
seits statistische MaBzahlen wie KorrelationsmaBe™ einsetzbar, die den Ab-
hingigkeitsgrad der Variablen messen. Tabelle 1 vermittelt am gegebenen

* Vel HAND et al. (2001, $. 281)

¥ SCOTT, D.W. (1992), ULTSCH (2003)

¥ Vgl HARTUNG (2005, S. 72 ff), Pearsonscher Korrelationskoeffizient, Spearmans Rangkorrelati-
onskoefTizient, Kendalls Rangkorrelationskoeffizient.
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Untersuchungsfall eine praktische Vorstellung von Variablenzusammenhtin-
gen (Scatter-l_’lot)A Die Histogramme verdeutlichen den einheitlichen Vertei-
lungsverlauf infolge zuvor gewihlter Transformationen.

VOGEL" verweist darauf, dass Korrelationen innerhalb der Merkmalsstruk-
tur unvermeidbar sind, doch kann verschieden darauf reagiert werden (z.B.

szrlch Variableneliminierung, Gewichtungsschema® oder Faktorenanaly-
se’ ).

Tabelle 1: Scatter-Piot zu vorverarbeiteten Daten
Nutzungs- eschafhi
P " ) - Beschiafii- )
erstidterung proportion Konzentration Entdichtung cun gscclispmlﬂi 156 Falrzeit
E 05 (1 -
g 0 n@’ i
P ! :

Hutzunge popotion
@

Quelle:  Eigene Bearbeitung

Um Objpkte.mehrdimensional miteinander vergleichen zu konnen, ist es
not\yendlg, ein quantiﬁzierbarf:s MaB zu verwenden, welches Prinzipien zur
Bestimmung der Gleichheit, Ahnlichkeit bzw. Verschiedenheit bertucksich-

z Vel VOGEL (1975, 5.52 If)

Vegl. FISCHER, M. (1982, S.54): ~Hat man cine gewisse Anzah! relevanter und sinnvoller Attribute
ausgewihlt, derpn Entdeckung und Formulierung sicherlich wissenschaffliche Kreativitit erfordert,
so muss man sich cntscheiden, ob und gegebenenfalls wie man die cinzelnen Attribute gewichict
(externes Gewichtungsproblem).

# Vgl UBERLA (1971, S. 155)
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tigt. Bei der Festlegung einer geeigneten Metrik sind die Erkenntnisse der
Datensichtung und damit die Grundeigenschafien der Daten mit einzubezie-
hen. Im Sinne der Vergleichbarkeit von Daten ist eine Entscheidung zum
Umgang mit Ausreilern, d.h. Objekte mit extremer Werteausprigung als
auch der Fehlstellenbehandlung zu treffen. Da in den meisten Fillen die
Variablen nicht in gleicher Dimension vorliegen, sind die Variablen geeignet
zu skalieren, z.B. durch Normierung, Standardisierung oder Lineare Trans-
formation. Die Wah! des Ahnlichkeits- bzw. DistanzmaBes ist von entschei-
dender Bedeutung, da tber Ahnlichkeit*? bzw. Unéhnlichkeit von Objekten
entschieden wird. Zum Zweck der Validierung sollte die Angabe von beson-
ders ghnlichen / unshnlichen Objekten erfolgen.

Der nichste wichtige Schritt im Data Mining ist die Strukturerkennung,
d.h. hochdimensionale Daten sind fiir einen menschlichen Betrachter geeig-
net darzustellen, wobei dies in der Regel in graphischer Form geschieht.
Einsetzbar sind neben Leiterdiagrammen insbesondere die Projektionsver-
tahten, welche die wesentlichen Eigenschafien eines Datenbestandes aus
dem zunéchst hochdimensionalen und uneinsehbaren Ursprungsraum in
einen darstellbaren zwei- oder dreidimensionalen Reprisentationsraum iiber-
tragen.

Es ist zwischen linearen® und nichtlinearen Projektionsmethoden zu tren-
nen, wobet gerade die nichtlinearen Projektionen sich dazu eignen, struktu-
relle Eigenschaften (rdumliche Beziehungen, Nachbarschaftsverhaltnisse)
der Daten abzubilden. Genannt seien die Multidimensionale Skalierung,
Sammons-Abbildungen und insbesondere die Merkmalskarten, die den neu-
ronalen Netzen zuzuordnen sind.**

Selbstorganisierende Merkmalskarten nach KOHONEN* (SOM) sind mit
ihrem uniiberwachten Lernverfahren geeignet, die inhdrenten Strukturen des
meist hochdimensionalen Eingaberaums auf einen 2-dimensionalen Raum zu
projizieren. Ubliche SOM sind durch eine geringe Anzahl Neuronen charak-
terisiert. Verwendet man eine sehr grofie Anzahl Neuronen, so ist es mog-

Vgl EVERITT (1980, S. 19) oder BOCK (1974, S. 44 {T. und S. 77)

* Lincare Projektioncn dicnen eher der Dimensionsreduktion, um z.B. im weiteren Vorgehen einc
geringere Menge von Merkmalen betrachten zu miissen.

Verwicsen wird auf die Untersuchung eines Datensatzes 7u zwei incinander geschachtclten Toroe-
dern, der eine nichtlineare Entflechtung erfordert, vgl. ULTSCH (2005).

“ Vgl. Kohonen (1982)
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lich, Strukturen in der Merkmalskarte durch Emergenz abzubilden. Die
emergenten Selbstorganisierenden Merkmalskarten® (ESOM) wurden ent-
wickelt, um eine Strukturerkennung in den Daten durch eine 3-dimensionale
~Landsc}mﬂsdarste]lung zu ermoglichen. Zusammengehorende Daten liegen
in Talern, wihrend unterschiedliche Bereiche (Klassen) durch Mauern oder
Gebirgsziige getrennt werden.

Die Abbildung 5 zeigt eine Strukturerkennung in Form einer U*-Map (In-
seldarstellung). Es handelt sich um Daten aus einer anderen Bearbeitung, die
eine hochdimensionale Struktur reprisentieren und zu klar unterscheidbaren
Clustern fuhren (siehe im Gegensatz dazu Abbildung 8).

Abbildung 5: U*-Map (N=81 13, D=4 Variablen, 50x82 Neuronen)

Quelle: Behnisch / Ultsch (2007)

Die Klassifikation bildet ein wesentliches Instrument im ,Urban Data Mi-

ning". Es sind drei Aufgabenstellungen zu nennen, die als Klassifizierungs-
probleme*’ existieren.

L. Aquliedemngsproblem (Klassifikation, im engeren Sinn)
Es liegen keine Informationen iiber Gruppen in der Gesamtheit vor. Die
Aufgabe besteht darin, die Gesamtheit oder Stichproben aus der Gesamtheit

:(7’ Vgl ULTSCH (1999): Mcthoden sind dic U-Matrix, P-Matrix oder U*-Matrix.
Vgl VOGEL (1975, S. 3-5), DEICHSEL / TRAMPISCH (1985, 8. VII)
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in eine zunichst unbekannte Anzahl moglichst homogener und einander
moglichst ungleichartiger Gruppen zu zerlegen. Die zu 16senden Hauptprob-
leme bestehen in der Bestimmung der Anzahl der Gruppen und in der Zu-
ordnung der Einheiten zu diesen Gruppen. Die Datenmatrix bildet die Infor-
mationsquelle.

II.  Schichtungsprobiem (Mischform)

Zu bestimmen ist eine Untergliederung der Gesamtheit in Teilgesamtheiten
(Schichten) mit a priori vorbestimmter Anzahl. Die Datenmatrix ermdglicht
eine Bearbeitung und wird zusiatzlich durch das Wissen iber Anzah! und
Eigenschaften der Schichten erginzt.

III.  Zuordnungsproblem (Diskriminanzproblem)

Es liegen Informationen tiber Anzah! und Eigenschaften von Teilgesamthei-
ten a priori vor. Die Aufgabe besteht darin, den schon bekannten Teilgesam-
theiten die aus einer Grundgesamtheit entnommenen Einheiten anhand ihrer
Variablenwerte mit moglichst groBer Sicherheit zuzuordnen. Die bereits
definierten Teilgesamtheiten und die Datenmatrix unterstiitzen die Vorge-
hensweise.

Die Ergebnisse eines Klassifikationsvorganges eignen sich zur Entwicklung
von MaBstiben und Bewertungsskalen. Bei der Kliassifikation im engeren
Sinne handelt es sich um induktive Verallgemeinerungen iiber die Objekte,
indem ein gemeinsamer Begriff (Semantik) gefunden wird.

Mit Beginn der 70er-Jahre begann sich die Clusteranalyse durch die Mog-
lichkeit des vermehrten Computereinsatzes als eine eigenstindige Analyse-
form zu etablieren. lhre Entwicklung verdankt die Clusteranalyse dem
Wunsch, den Klassifikationsprozess systematisch und quantitativ erfassen zu
wollen und durch Beriicksichtigung numerischer Kriterien die Giite von
Gruppierungen ,,objektiv* zu vergleichen. Es handelt sich um Verfahren, die
sich auf Objekte stittzen und als Technik geeignet sind, diese Objektmenge,
von der meist zunidchst keine Gruppenstruktur bekannt ist, in homogene
Teilmengen zu zerlegen, d.h. im Ergebnis eine Konfiguration von Clustern
(Strukturbildung).
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Die Verfahren der Clusteranalyse* sind auBerordentlich zahlreich und kon-
nen nach verschiedenen Kriterien systematisiert werden. Es erfolgt die
Durchmusterung und Auswertung von entweder Ahnlichkeits- oder Dis-
tanzmatrizen. Die deterministischen Clusteranalyseverfahren berechnen
Cluster, so dass Klassifikationsobjekte mit einem Grad der Zuordnung von 0
oder 1 einem Cluster zugehoren. LOFTI ZADEH" veroffentlicht 1965 das
Konzept der unscharfen Mengen und schafft einen Ansatz zum Umgang mit
Vagheit und legt den Grundstein fiir unscharfe Verfahren.

Die Idee der dichtebasierten Clusteranalyse™ besteht darin, Regionen im
Merkmalsraum zu bestimmen, die eine hohe Anzahl von Objekten (also eine
hohe Dichte) aufweisen. Weiterhin sollen diese Regionen durch Bereiche mit
einer kleinen Anzahl von Objekten (geringe Dichte) abgegrenzt sein. Das
Auffinden von dichtebasierten Clustern erfolgt durch Uberpriifung aller Ob-
Jekte hinsichtlich ihrer Eigenschaft als sogenanntes ,Kemobjekt* und der
Beurteilung der ,Dichte-Erreichbarkeit’. Ein Cluster wichst, solange die
Dichte von Objekten in ihrer Nachbarschaft einen Schwellwert iiberschreitet.
Bei der Erkennung der Cluster ist die Form der Cluster unerheblich.

Im Kontext der Klassifizierung sei zusitzlich auf GauBsche Mixtur-Modelie
(Gaussian Mixture Models, GMM)’' verwiesen. GMMs sind eng mit dem
Bayes'schen Klassifizierer verwandt und gelten als ein probabilistisches Mo-
dell fur multivariate Wahrscheinlichkeitsdichten®.

Die Strukturprifung erméglicht die Validierung von gefundenen Cluste-
rungen. Es sei bemerkt, dass die recht ungenau beschriebene Zielsetzung der
Clusteranalyse, Cluster moglichst #hnlicher Objekte zu bilden, unterschiedli-
che Interpretationen zuldsst. Denn es ist nicht zu unterscheiden zwischen
richtigen oder falschen Gruppierungen, sondern vielmehr im Sinne der je-
weiligen Anwendung nach brauchbaren bzw. unbrauchbaren Losungen.

Eine Moglichkeit der Strukturpriifung basiert auf einem Vergleich der Er-
gebnisdaten einer Clusterung mit einer bereits vorab a priori bekannten

*® Vgl SOKAL/SNEATH (1963), BOCK (1974), SPATH (1975), HOPPNER et al (1999) und
DEIMER (1986)

¥ Vgl ZADEH (1965)

*® Vgl SANDER (1999) und ULTSCH (2005)

' THINH, BEHNISCH und ULTSCH (2006) — Anwendung (raumlich orientiert).

2 gl REYNOLDS ct al. (2000)
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Klassifizierung. Als MaBzahlen fiir die Qualitatsprafung im Sinne einer
Ubereinstimmung zwischen einer bekannten Klassifikation und zusitzlich
ermittelten Clusterung eignen sich die Sensitivitat, Spezifitat, Akkuratheit
und die sogenannte ROC-Kurve (Receiver-Operation-Characteristic).

Eine weitere Moglichkeit der Strukturpriiffung besteht darin, unabhingig von
einer bereits a priori bekannten Klassifizierung die Homogenitit bzw. Hete-
rogenitit innerhalb des Clusters und iber die Clustergrenzen hinweg zu be-
stimmen.

Mit Blick auf andere multivariate Verfahren eignet sich die Diskriminanza-
nalyse5 ? dazu, anhand einer Clusterstruktur z.B. die Unterschiede zwischen
Clustern hinsichtlich vorgegebener Variablen zu analysieren oder die Trenn-
kraft der Variablen zu ermitteln. Die Regressionsanalyse™ verfolgt das Ziel,
ein funktionales Modell zwischen einer abhingigen (erklirte Variable) und
einer oder mehreren unabhingigen Variablen (erkldrende Variablen) zu fin-
den.

Die Operationalisierung bildet die Grundlage fiir die nachfolgende Wis-
senskonversion und ermoglicht insbesondere die Wissensgewinnung aus
bestehenden Daten unter Einbeziehung bereits entdeckter Strukturen. Es
werden Zuordnungsvorschriften gesucht, die die gewonnenen Klassifikatio-
nen charakterisieren und dariiber hinaus eine nachtrigliche Zuordnung von
nicht klassifizierten Daten realisieren.

Im Kontext des Data Mining bilden sogenannte Klassifikatoren eine Quelle
zur Wissensdarstellung. Es ist zwischen subsymbolischen®® und symboli-
schen® Klassifikatoren zu unterscheiden. Wihrend ein subsymbolischer
Klassifikator die Aufgabe ohne ein genaues Verstindnis der Klassen erle-

* Vgl. BAHRENBERG (2003, S. 318) und ERB (1990, $.9/10)

* Vgl BACKHAUS (2006, S. 49)

Zu subsymbolischen Klassifikatoren zéhlen Nearest-Neighbour-Klassifikatoren, aber auch kiinstliche
neuronale Netze. Das Konzept der Fuzzy Pattern Klassifikation (vgl. BOCKLISCH (1987)) wird
hicr ebenso cingestufi.

Zu symbolischen Klassifikatoren zihlen Bayes’sche Klassifikatoren und Klassifikatoren, dic mit
Entscheidungsbiumen oder Entscheidungsregeln arbeiten. Genannt seien die folgenden Algorith-
men: Classification and Regression Trees (CART, vgl. BREIMAN (1984)), Interactive Dichtomizer
3 (ID3, vgl. QUINLAN (1986)) und SIG* (Signifikanz der merkmalsbasierien Klassenbeschrei-
bung, vgl. ULTSCH (1991)). Dic Genericrung der Entscheidungsbdume und auch von Entschei-
dungsregeln wird in der Disziplin der kiinstlichen Intelligenz unter dem Stichwort des sog. Maschi-
ncllen Lernens erforscht.
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digt, stellt ein symbolischer Klassifikator die Anforderung einer nahezu na-
tirlichsprachigen Beschreibungsform an die einzusetzenden Algorithmen.
Gerade symbolische Klassifikatoren tragen dazu bei, dass der Mensch ein
Verstandnis fiir Klassen gewinnt und eine Abstraktion von Klassen maglich
wird.

Der Vorteil der genannten Algorithmen CART und ID3 besteht in der Mog-
lichkeit, die Entscheidungen fiir eine Klasse graphisch als Entscheidungs-
baum darzustellen. Der Algorithmus sig* zielt auf das Verstehen eines Clus-
ters anhand ausgewiesener Regeln ab (Diagnose) und legt dabei weniger
Wert auf die Hierarchie der Entscheidungen.

Bei_ der Bestimmung der Giite von Klassifikatoren ist nicht nur die Klassifi-
kationsleistung im Vergleich zu gegebenen Klassifikationen zu untersuchen,
sondern auch die Fahigkeit der Klassifikatoren, neue Datensitze einzuord-

nen. In der Regel werden drei Datenmengen gebildet: Lern- und Testdaten-
satz sowie ein Validierungsdatensatz.

Abbildung 6: Hauptschritte in Prozessmodellen des KDD

TaskAn:iysis—I Pre-Processing Data Mining | Post-Processing Deployment
BRACHMANN / Task Data Data Modet Dats Output
ANAND {1996} Discovery Oiscovery | Cleaning Developrment Analysie || Generation
CHAPMAN Business Data Data o ‘ A4 — ]
Under- Under- Prepa. M 4 E
et. AL [1998] standing standi'\g r:ugfx . 1°
FAYYAD et. Al Se- | Prepro- Trans- Data- | Interpretation's
{1996 a} ‘;o‘; cessing | formation Mining . Evahaton
JOHN | oun . ’
199 Dsfine a Extract | Enge- P N BN AE |
roon | e | o | S [ o | s
RENARTZ/ \f Feswe W0 T : .
WIRTH [1996] Analysis | Aqusiton || cessing Extracton ; sz:ss;mg | Deployment
COOLEY ; ;
et AL [1999] Proprocessing ||  Mining ¢ Patlem Analysis

Quelle: Bearbeitung nach Gaul (1998)

Die genannten Techniken aus dem Gebiet der kinstlichen Intelligenz fordern
die ngsensdarstellung und unterstiitzen bei Bedarf zusatzlich die Nutzung
von Wissen in maschinellen Systemen und eignen sich zB. fiir Monitoring-
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bzw. Diagnosesysteme’’. Diese missen in der Lage sein, die von ihnen ge-
troffenen Diagnosen nicht nur zu treffen, sondern sie auch zu begriinden. Es
werden Schitzkalkille verwendet, die zur Abbildung von unvollstindigem,
widerspriichlichem oder anndherndem Wissen verwendet werden.

Tabelle 2: Konversionsarten und Methoden

Sozialisation Observieren (Beobachten z B. eines Experten), Imi-
tieren (Nachahmung der Handlung z.B. eines Exper-
ten), Praktizieren (Uberfilhrung der theoretischen
Grundlagen in praktische Erfahrung) und Kommuni-
zieren (direkte verbale Vermittlung von Wissen)

Externalisierung Reflektieren (individuelle Konzentration auf Ideen,
die Arbeit und die damit verbundene Ex-plizierung
des Wissens), Metapherbildung (lebendige, anschau-
liche Versprachlichung von Zusammenhéngen), Ana-
logiebildung (Aufzeigen funktionaler Gemeinsamkei-
ten zwischen getrennten Wissensgebieten und direkter
Transfer) und Modellbildung (komplexe Zusammen-
hinge problemspezifisch vereinfachen und strukturie-
ren)

Kombination Sortieren (Neuanordnung), Hinzufiigen (Entste-
hung), Vereinigen (Zusammenfligen), Aggregieren
(Ansammilung), Selektieren (Auswahl), Kategorisie-
ren / Klassifizieren (Generierung) und Rekombinie-
ren (Erzeugung aus dem Bestand)

Internalisierung Priifendes und vergleichendes Nachdenken tiber Le-
sen (Texten), Sehen (Bilder bzw. Grafiken) und Ho-
ren sowie vereinzelt Tasten und Riechen

Quelle: Figene Bearbeitung unter Verwendung von Nonaka / Takeuchi
(1997), Preece et al. (1994), Schreiber et al. (2000), Hyttinen
(2004, S.14 ff)

Abbildung 6 zeigt die Einordnung von Arbeitsschritten des Data Mining in
bekannte Prozessmodelle des ,Knowledge Discovery in Databases’ (KDD).

57

Relevanz: ,,Aktion Demographischer Wandel®, hup://www.aktion2050.de
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GAUL stellt in Zusammenhang mit Data Mining fest, dass viele Werkzeu-
ge davon nicht Giber eine Moglichkeit der Wissenskonversion verfiigen. In

der Tabelle 2 sind Arten der Wissenskonversion im Allgemeinen und dazu-
gehorige Methoden zusammenfassend aufgefithrt.
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Tabelle 3: Datenaufbereitung der raumstrukturellen Variablen

Messgriofie  grob inspiziert GMM (Grenzen)  Regel Klassengrifie
1) Log(Data) Bimodal, 2 GauB-  Klasse L Klasse 1, [11029]
Ver- folgr verteilungen, Data <20 Anteil: 88,73
stidierung  Normalverteilung  Grenze: 20 %, Klasse 2: Klasse 2, {1401}
Log (Data): 3.1 Data >20 Antetl: 1127%
2) Ohne Bimodale Vertei- Klasse 1: Klasse 1, [3938]
Nutzungs-  Transfonmation Jung, 2 GauB- Data <40 Anteil: 31 68
proportion Verteilungen, Klasse 2: Klasse 2, {8492}
Grenve: 40 % Data >40 Anteil: 68,32
3) Lop(Data) Multimodal, Klasse 1: Klasse 1, [5263]
Konzentra-  folgt 3 GauBvertethun- Data <2500 Anteil: 42,34 %
tion Normalverteilung  gen, Grenzen: Klasse 2: Klasse 2, [4802]
2560, 4000 2500<Data <4000 Anteil: 38,63 %
Log(Data): Klasse 3: Klasse 3, {2365]
79,83 Data >4000 Anteil; 19,03 %
4) Umkehransatz der  Multimodal, Klasse 1: Klasse 1, [1420)
Entdich- Variablendaten: 3 GauBverteilun- Data <85 Anteil: 11,42 %
tung y=log(100-Data) gen, Grenze: Klasse 2: Klasse 2, [8869]
2%,15% 85<Data<98 Anteil: 71,35 %
Log((100- Log(Data): Klasse 3: Klasse 3, [2141]
Data)+1) Liund28 Data >98 Anteil 1722 %
folgt nvertierie Grenze: 100 % Einfami-
Normalverteilung 98 %, 80 % lienhéuser [518]
5 Log(Data+1) Multimodal, Drei Klasse 1: Klasse I, [10808]
Beschéifii- folgt Gauiverteilungen,  Data <100 Anteil: 86,95 %
gungs- Nomalventeilung  sachlogisch Klasse 2: Klasse 2, [1622}
disparitit erzwungen: 100 Data >100 Anteil: 13,05 %
©) Log(Datat1) Bimodal, Klasse 1: Klasse 1, {133}
Errcich- folgt 2 GauB- Data=0 Anteil: 1,07 %
barkeit Normalverteitung  Verteilungen Klasse 2: Klasse 2, [5092]
Grenze: 30 Min.. O<Data <30 Anteil: 40,96 %
Log (Data): 3.3 Klasse 3: Klasse 3, {6964]
Data > 30 Anteil: 56,02 %
Klasse 0: NAN: [241]
Data ="NAN’
Quelle: Eigene Bearbeitung

¥ GAUL, W. (1998, S.145 {T))

e —————e I e

5. DATENAUFBEREITUNG

Im Kontext von Agglomeraﬁons- und Verdichtungsprozessen werden fir das
Untersuchungsjahr 2004 sechs raumstrukturelle Kenngrofen der Einzelun-
tersuchung unterzogen. Tabelle 3 enthilt Ergebnisse der Datenaufbereitung.

6 KLASSENBILDUNG

Auf Grundlage der zuvor untersuchten raumstrukturellen Variablen wird
geprift, ob und in welcher Weise eine Klassenbildung iiberhaupt plausibel
und sinnvoll ist. Die Objekte einer Klasse sollen sich dabei moglichst dhn-
lich sein und zu Objekten anderer Klassen deutliche Unterschiede aufweisen.

Abbildung 7 zeigt die Anwendung der mehrdimensionalen Skalierung und
verweist auf die Schwierigkeit, klar unterscheidbare Gruppen mit Hilfe von
Cluster-Algorithmen mit diesen Variablen bilden zu konnen. Es zeichnet
sich eine deutliche Punktwolke ab.

Abbildung 7:  MDS mit 6 raumstrukturellen KenngroBen

MDS y

MDS x

Quelle: Eigene Bearbeitung

Die Vermutung, dass es nur schwer moglich ist, unterscheidbare Klassen mit
Hilfe eines Clusteralgorithmus bilden zu konnen, wird durch die Emergente
SOM aus Abbildung 8 zusitzlich bestitigt. Aufgrund dieser beiden Abbil-
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dungen wird die Notwendigkeit einer Strukturerkennung vor einer geplanten
Strukturbildung deutlich betont.

Es bilden sich bei den Daten der 12430 Gemeinden keine klaren Grenzen
heraus. Moglichkeiten der Gruppierung lassen sich nicht erkennen, wie dies
bet anderen Datensitzen bereits gezeigt wurde (siehe Abbildung 5).

Aufgrund erkannter Gruppierungsschwierigkeiten gemiB MDS und U*-
Matrix wird entschieden, dass fiir eine mehrdimensionale Betrachtung die
bereits gewonnene Einzelklassifizierung im Rahmen der Verteilungsuntersu-
chung besser geeignet ist, um auf Basis dieser ermittelten Klassen eine Ge-
samtbetrachtung durchzufithren. Im Hinblick auf eine sinnvolle Interpretier-
barkeit von Klassenergebnissen werden drei der sechs Variablen (, Verstidte-
rungsgrad’, ,Konzentration’, ,Fahrzeit’) gewihlt. Ausgesucht werden die
Variablen nicht nur aus inhaltlichen Aspekten, sondern auch unter dem Ge-
sichtspunkt einer guten Objekitrennung (3D-Scatter-Plot).

Abbildung 8: U*-Matrix, (N=12430, D=6, 50x82 Neurons)

1" sl 1) Viewr

Quelle: Eigene Bearbeitung
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_—g

Die erste Klassifikationsvariable bildet die MessgroBe ,Erreichbarkeit’. Die-
se unterstitzt die Klassifikation in der Form, dass eine Aussage iiber die
Fahrzeit im motorisierten Individualverkehr zum nichstgelegenen Oberzent-
rum in Deutschland getroffen werden kann. Charakterisiert wird dadurch die
Verflechtung zwischen Umland und Zentrum. Infolge der Verteilungsunter-
suchung wurde eine Entscheidungsgrenze von 30 Minuten gefunden, die im
Sinne eines abstrahierten gravitationstheoretischen Verstandnisses dazu ein-
gesetzt wird, um die Peripherie und das direkt durch das Oberzentrum be-
einflusste Umland zu unterscheiden.

Die zweite Klassifikationsvariable wird durch die MessgroBe ,Konzentrati-
on’ erzeugt, um eine Differenzierung nach der vorhandenen Auslastung der
Gebaude- und Freiflache durch Bewohner und Beschiiftigte vornehmen zu
kénnen.

Das deutsche Gemeindesystem wird dadurch in Anlehnung an die von
BOUSTEDT bereits formulierte Einwohner- und Arbeitsplatzdichte regional
ausdifferenziert. Diese in der Vergangenheit haufig eingesetzte Dichtegrofe
bezieht sich noch auf die Gemeindefliche insgesamt, so dass eine gewisse
Unschirfe entsteht, da nicht die tatsichlich bebaute Flache beriicksichtigt
wird und damit das Messergebnis erheblich von der GebietsgroBe einer Ge-
meinde beeinflusst wird. Aus diesem Grunde wird insbesondere mit Bezug
auf SIEDENTOP® die Gebiude- und Freiflache als genauere rdumliche Be-
zugsgroBe herangezogen. Infolge der Verteilungsuntersuchung und der Mo-
dellierung der Verteilung mit GMMs wurden zwei Entscheidungsgrenzen
erarbeitet (2500 und 4000 Einwohner und Arbeitsplitze je km? Gebaude-
und Freifldche).

Die dritte Klassifikationsvariable bezieht sich auf die MessgrioBle , Verstidte-
rung’ und wird in die geplante Klassifikation integriert, da vor dem Hinter-
grund des technologischen Wandels und der sich dndernden wirtschaftlichen
Bedingungen nicht nur Umstrukturierungsprozesse innerhalb eines Ober-
zentrums selbst stattfinden, sondern auch gerade im Umland eine Verstidte-
rungsausdehnung erfolgt bzw. Auswirkungen der Schrumpfung sichtbar
werden.

¥ Vgl SIEDENTOP ct al. (2005, S. 77)
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Abbildung 9: Klasseneigenschaften der mehrdimensionalen Betrachtung Abbildung 10: Verortung des Klassifizierungsergebnisses
KlussewgrbBon der Kassifiziecung mit 3 ranintrukturellon Varisblen
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Monozentrische Regionen l6sen sich teilweise auf, und es entstehen poly-
zentrale Regionen (agglomerieren). Neue Zentren des demographischen und
wirtschaftlichen Wachstums entstehen sowohl durch Prozesse der Suburba-
nisierung als auch durch standortlich differenzierte Bedingungen. Zukinftig
werden angesichts vermehrter Schrumpfungsprozesse auch Phasen einer
Disurbanisierung auftreten,

Die Verteilungsuntersuchung ermoglichte die Unterscheidung der Gemein-
den nach dem Grad der Verstadterung in geringer und hoch verstadterte Ge-
meinden (Grenze: 20%).

Mit Hilfe von GMMs wurde die zugrunde liegende klassenbedingte Wahr-
scheinlichkeitsdichte berechnet, auf Basis derer ein Likelihood-Ratio-
Klassifizierer dann ein gegebenes Muster einer Kategorie zuweist. Die
Wahrscheinlichkeit der Zugehorigkeit eines Datensatzes zu einer Klasse
wird als a posteriori Wahrscheinlichkeit bezeichnet. Anhand von Entscher-
dungsgrenzen, die durch den Schnittpunkt der Kurvenverldufe der GauBver-
teilungen (Modus) gebildet wurden, lassen sich die Objekte klassifizieren.*

Es ist anzumerken, dass bei einer Klassifizierung anhand von Entschei-
dungsgrenzen mit steigender Anzahl der Untersuchungsvariablen sehr grofie
Klassenzahlen entstehen konnen. [nsgesamt wurden bei diesem Untersu-
chungsansatz mit drei Variablen 22 Klassen aus den Gemeindedaten ermit-
telt. Dies kommt der theoretisch zu erwartenden Klassenzahl von 24 nahe.
Abbildung 9 beschreibt die Klasseneigenschaften.

GemaB der Verortung der Klassen aus Abbildung 10, zeichnet sich in
Deutschland eine regional sehr unterschiedliche Charakteristik von Gemein-
destrukturen ab, die im Rahmen des Arbeitsschritles der Wissenskonversion
begritndet wird.

7 WISSENSKONVERSION

Das Ergebnis der Klassenbildung ermoglicht eine Raumbeobachtung, die der
Grundidee folgt, die heutige Situation der Verdichtung bzw. Agglomeratio-
nen abzubilden. Abbildung 11 zeigt schematisch die Klassengrundstruktur.

“ Vgl LAURITZEN (1996) und BILMES (1997)
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In Bezug auf ein gewihites Agglomerationszentram wird ein Verﬂecht_ungs-
gebiet untersucht, wobei als VerflechtungsmaB die Fahrzeit im motorisierten
Individualverkehr zu den bestehenden Oberzentren verwendet wird. Die
Oberzentren werden bei dieser Klassifizierung unter dem Begriff des Agg-
Jomerationszentrums beschrieben, und ein sogenannter Interaktionsraum
entsteht zwischen den Gemeinden, die eine Fahrzeit von hochstens 30 Minu-
ten zum Agglomerationszentrum aufweisen. AuBerhalb dieses sogenanntgn
Interaktionsraumes befinden sich die Gemeinden, welche der Peripherie
zugeordnet werden. Die Messgrofle ,Konzentration® als modi.ﬁzierte Sied-
lungsdichte (Auslastung der Geb#ude- und Freifliche durch Einwohner und
Beschiftigte) dient zum Aufbau von drei Dichteklassen.

Abbildung 11: Grundstruktur der Klassenbildung
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Quelle: Eigene Bearbeitung

Der Grad der Verstadterung als Anteil der Siedlungs- und Verkehrsfliche an
der Gemeindeflache insgesamt ermdglicht die Identifizierung von besonders
verstidterten Gemeinden. In diesem Ansatz werden die Gemeinden, welche
innerhalb des Interaktionsraums liegen, als Agglomerationseinheiten be-
zeichnet. Diese tragen bei dhnlichen Verstéidterungseigenschaften‘ der Nac?h-
bargemeinden zum Wachstum der Agglomeration insgesamt bei. Gemein-
den, die in der Peripherie liegen und einen besonders groBen Ve?rstadte—
rungsgrad aufweisen, werden als Regionalzentrum be_:zeichnet. Eme Ge-
meinde gilt als inter-agglomerativ, wenn diese sich im Interaktionsraum
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befindet, jedoch nicht tiber einen Verstidterungsgrad oberhalb von 20 %
verfilgt.

Die einzelnen Agglomerationszentren werden untereinander mit ihrem dazy-
gehorigen Interaktionsraum vergleichbar. Hinsichtlich der Einwohner und
Arbeitsplitze je km* Gebaude- und Freiflache und dem Verstadterungsgrad
wurden verschiedene Verflechtungsmuster erfasst. Die Regionen Rhein-
Main, Rhein-Ruhr sowie die Region Stuttgart reprisentieren hochverdichtete
und deutlich verstadterte Apglomerationen. Es ist zu vermuten, dass in Zu-
kunft bei weiter fortschreitendem regionalen Wachstum von Bevolkerung
und Beschiftigten eine noch stirkere Agglomeration entstehen wird und
damit die Uberginge zwischen Verflechtungsgebieten noch schwieriger
abgrenzbar sein werden. In Bezug auf einige ostdeutsche Agglomerations-
zentren (z.B. Chemnitz, Neubrandenburg oder Schwerin) lassen sich deut-
lich geringere Dichte- und Verstidterungseigenschaften bei den Gemeinden
im Verflechtungsgebiet erkennen. Hier kann nicht von einer homogen dich-
ten stadtischen Agglomeration gesprochen werden, sondern eher von einem
Kerngebiet, welches als Oberzentrum auf das Umland einen Einfluss ausiibt.

Gerade in den Gebieten mit einer geringeren Verdichtung in den Verflech-
tungsgebieten fallen entweder Gemeinden mit hoher Dichte oder sogar Ge-
meinden mit hoher Dichte und groBer Verstadterung in einem gewissen Er-
reichbarkeitsabstand zum Agglomerationszentrum auf. Exemplarisch he-
rausgegriffen sei das Agglomerationszentrum Kempten und die speziellen
Gemeinden mit einer hohen Dichte: Marktobersdorf, Pfronten und Immens-
tadt im Allgau.

Innerhalb der Peripherie sind zwischen den dazugehorigen Gemeinden eben-
falls Besonderheiten im Hinblick auf die Dichte und den Verstidterungsgrad
messbar. Die als Regionalzentren definierten Gemeinden sind durch einen
hoheren Verstadterungsgrad gekennzeichnet. Es ist zu erwarten, dass diese
Gemeinden weitere besondere Eigenschaften haben und auch einen stirkeren
Einfluss auf die Nachbargemeinden ausiiben. Zu bemerken ist, dass es sich
vielfach um Gemeinden mit Stadtrecht handelt. Dartiber hinaus werden Ge-
meinden in der Peripherie mit einer hohen Dichte identifiziert, die moghi-
cherweise weitere regionalspezifische Besonderheiten aufweisen.

Zusdtzlich vorstellbar ist zukiinftig eine weitere Klassenerkldrung im Sinne
der Operationalisierung. Fur diesen Zweck sei an dieser Stelle nochmals

—_— =
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verwiesen auf regelbasierte Ansitze (2.B. sig*-Algorithmus oder U-Know-
Algorithmus) oder hierarchisierte Entscheidungsbiume (z.B. CART). Auf
diese Weise lassen sich beispielsweise weitere Erkenntnisse tber die von
Agglomerations- und Verdichtungsprozessen betroffenen Gemeinden ge-
winnen.

Abbildung 12: Uberlagerung von Verstadterungseigenschafien gemaB Ab-
bildung 10 und berechneter Gebiudedichte.

Quelle: Eigene Bearbeitung

Abbildung 12 vermittelt einen visuellen Eindruck von einer eindimensiona-
len Informationstiberlagerung. In Uberlagerung dargestelit werden die durch
Klassenbildung erzeugten Verstddterungseigenschaften mit der Gebiude-
dichte in Deutschland, wobei groBe Hohenwerte Ausdruck einer groBeren
Gebidudedichte mit Bezug auf die Katasterfliche der Gemeinde reprisentie-
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ren. Eine hohe Gebdudedichte deutet sich gerade in den Gemeinden des zu-
vor definierten Interaktionsraums an. In BEHNISCH (2007 b) wird ein
Schatzansatz ausfiihrlich vorgestellt und gezeigt, dass vermutlich 20% der
Gemeinden in Deutschland bereits 80 % des Gebaudebestandes enthalten.

In Abbildung 13 sind Regionalstrukturen in einem groBeren Detailausschnitt
ersichtlich. Es handelt sich um die Region Stuttgart und den GroBraum Ber-
lin.

Abbildung 13: Detatlansicht zu Agglomerations- und Verdich-
tungseigenschaften (Stuttgart, links und Berlin, rechts)

& 4\

Quelle: Eigene Bearbeitung
In der Region Stuttgart kann bereits von flichenhafien Verstidterungsaus-
pragungen gesprochen werden. Im Interaktionsraum von Stuttgart werden
hoch verdichtete und auch hoch verstédterte Gemeinden erfasst. Die ermit-
telte Erreichbarkeitsgrenze von maximal 30 Minuten Fahrzeit zum néchsten
Agglomerationszentrum fithrt zur Identifizierung der Interaktionsriume. In
der Region Stuttgart und den benachbarten Agglomerationszentren Pforz-
heim, Karlsruhe und Heilbronn sowie Tiibingen grenzen diese aneinander
und tberlagern sich in Teilbereichen. Im Grofiraum Berlin wird in direkter
Nachbarschaft zum Agglomerationszentrum eine grofere Anzahl Gemeinden
als Regionalzentrum erkannt. Diese zeigen oftmals eine geringe bis mittlere
Dichte. Es handelt sich um ein frithes Suburbanisierungsstadium. Das sich in
der Industrialisierung heraus gebildete Siedlungssystem mit einem Ring
groBerer Mittelstadte um das Zentrum ist weitgehend noch erhalten.

e ————
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8.  SCHLUSSFOLGERUNG

Es wurde gezeigt, dass die Klassenbildung auf Basis von drei ausgewihlten
MessgroBen in Anlehnung an BOUSTEDT® zur Erfassung und Strukturie-
rung des Agglomerations- und Verdichtungsprozesses geeignet ist. Das Fr-
gebnis ermoglicht einerseits die Identifizierung von polyzentrischen Regio-
nalstrukturen im Verflechtungsbereich von Oberzentren und andererseits die
Aufdeckung von monozentrisch geprigten geringer besiedelten Regional-
strukturen.

Mit Blick auf die Verstidterung zeichnet sich der Riickgang des Freiraums
am Rande der Kernstidte im engeren suburbanen Raum deutlich ab. Die
Suburbanisierung hat dazu gefiihrt, dass sich in Teilbereichen flachenhaft
bebaute Stadtregionen entwickelt haben, die sich weit in das Umland aus-
dehnen und im Kontext der Zwischenstadtdiskussion eine groBe Relevanz
erlangt haben.

Es sei ergéinzend angemerkt, dass im Verflechtungsbereich von Oberzentren
die Ausweisungspraxis von zentralen Orten diskutiert und als reformbediirf-
tig betrachtet wird. Es wird von vielen Seiten die zusitzliche Zentralitatsstu-
fe ,Metropolregion’ debattiert.”” Diese sogenannten ,zentralortlichen Koope-
rationsraume’® werden nicht von den klassischen Zentrale-Orte-Kategorien
reprasentiert, die innerhalb des Zentrale-Orte-Konzeptes der Raumord-
nungspotitik entwickelt wurden.

Im methodischen Sinne hat die dargelegte Einzeluntersuchung der sechs
raumstrukturellen Variablen eine problemorientierte Sicht auf die Notwen-
digkeit einer Verteilungsuntersuchung geliefert. Zusitzlich wurde auf den
Einsatzvorteil von Verfahren der Strukturerkennung hingewiesen. Gerade
mit Hilfe einer Emergenten SOM wurde erkannt, dass keine deutliche Struk-
tur in den Daten der sechs MessgroBen vorhanden ist. Die Anwendung eines
Clusteralgorithmus hitte daher nicht zu einer klar unterscheidbaren Grup-
penstruktur gefiihrt.

St ygl. BOUSTEDT (1953), BOUSTEDT (1975 ), BOUSTEDT (1975 b)

? Vgl ARL [2002], SIEDENTOP [2003, S. 192 fT}, sichc ,Metropolregion’ bei BLOTEVOGEL
[2005]

Vel. ARL {2002]
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Weiterhin unterstiitzt die Modellierung der Verteilung den Aufbau von Ent-
scheidungsgrenzen und fordert den Aufbau von ttblichen Schwellwerten im
urbanen Forschungsfeld. Die Verortung von einzelnen MessgroBen erfolgt
nicht auf subjektiv festgelegten Klassengrenzen oder aus Expertenwissen.
Vielmehr bilden GauB-Mixtur-Modelle eine Charakteristik in den Daten ab
und liefern eine zusttzliche Entscheidungsgrundlage.

Unter dem Aspekt einer zunchmend feststellbaren Verfugbarkeit von raum-
bezogenen digitalen Daten und leistungsstarker GI-Systeme ist damit zu
rechnen, dass sich weitere umfassende Losungsmoglichkeiten fiir die rdum-
liche Analyse in den nichsten Jahren ergeben werden®. Das Datenmaterial
wird vielfach nicht auf administrative Einheiten aggregiert, so dass im Sinne
der geographischen Abbildung eine genauere Wiedergabe der tatsichlich
vorhandenen rfumlichen Situation vorstellbar ist.
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